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EM algorithm

想看懂EM算法很久了，这周算是有了⼀个⼤概的了解。我先后看了《统计
学习基础》、《The Elements of Statistical Learning》和Andrew Ng 斯坦福课程及材
料。其中《The Elements of Statistical Learning》讲得最简短，《统计学习基础》提
到了⼀些算法的重点，却没有说明是为什么，Andrew Ng讲解最为详细。同时算法
的导出和算法的证明，《统计学习基础》、《The Elements of Statistical Learning》
分别使⽤了公式(1)和(2)，Andrew Ng则都使⽤了公式(1)，相对于初学者容易理解。
这次周报也是写下我学习中的体会，便于以后翻阅。

P (Y |θ) =
∑
Z

P (Y, Z|θ) =
∑
Z

P (Y |Z, θ)P (Z|θ) (1)

P (Y |θ) = P (Y, Z|θ)
P (Z|Y, θ)

(2)

有时训练数据只有输⼊没有对应的输出{(x1,·), (x2,·), ..., (xN ,·)}，从
这样的数据学习模型称为⾮监督学习问题，EM算法可以⽤于⽣成模型的⾮监
督学习。假设有N组独⽴的观测数据x1, x2, ..., x3，隐变量数据Z，想要满⾜模
型P (X,Z|θ)。我们⾯对⼀个含有隐变量的概率模型，⽬标是极⼤化观测数据X关
于参数θ的对数似然函数，即最⼤化

l(θ) =
m∑
i=1

log p(xi; θ)

=
m∑
i=1

log
∑
zj

p(xi, zj; θ) (3)
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这⼀极⼤化的主要困难是log中的存在和(或积分)，⽐如log(ex + ey)求极⼤值⽐
较困难，我们希望⽬标函数是类似于log(ex) + log(ey)的形式。那么是否可以交
换log和

∑
(也可以是求期望E)?下⾯需要⼀个不等式，描述了凹函数凸函数的性

质。

Jensen inequality

f是⼀个在实数域上的函数，如果满⾜f ′′(x) ⩾ 0,∀x ∈ R，则称f是凸函数；如
果f ′′(x) > 0,∀x ∈ R，则称f是严格凸函数。

定理：如果f是⼀个凸函数，X是随机变量，那么E[f(x)] ⩾ f(E[x])
推论：如果f是⼀个严格凸函数，当且仅当x = E(x)时，E[f(x)] = f(E[x])。

⽐如，x是⼀个常数。
推论：如果f是⼀个凹函数，Jensen inequality也成⽴，符号要变⼀下⽅向

（E[f(x)] ⩽ f(E[x])）。
*函数图可以查看Andrew Ng的课程材料

EM algorithm 导出

对数似然函数中log是⼀个严格凹函数，根据Jensen inequalityE[f(x)] ⩾ f(E[x])，
我们希望找到l(θ)的⼀个下界，并且是紧的（尽可能接近l(θ)，即使得等号成⽴）。

l(θ) =
m∑
i=1

log
∑
zj

p(xi, zj; θ)

=
m∑
i=1

log
∑
zj

Qi(zj)
p(xi, zj; θ)

Qi(zj)
(4)
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把
∑

zj
看做求期望，把Qi(zj)看做是概率，⾃然的，这⾥要求

∑
zj
Qi(zj) = 1, Qi(zj) >

0。

l(θ) =
m∑
i=1

log
∑
zj

Qi(zj)
p(xi, zj; θ)

Qi(zj)

=
m∑
i=1

logEzj [
p(xi, zj; θ)

Qi(zj)
]

⩾
m∑
i=1

Ezj [log
p(xi, zj; θ)

Qi(zj)
]

=
m∑
i=1

∑
zj

Qi(zj) log
p(xi, zj; θ)

Qi(zj)

= J(Q, θ) (5)

要求l(θ)的最⼤，可以通过求J(Q, θ)的最⼤，求J(Q, θ)的最⼤可以看做坐标上升算
法，固定θ求Q，再固定Q求θ。固定θ求Q的过程其实就是求l(θ)最⼤下界的过程。
刚才 Jensen inequality讨论中说道，如果p(xi,zj ;θ)

Qi(zj)
是⼀个常数，等号就成⽴，下界就

是紧的。

p(xi, zj; θ)

Qi(zj)
= c

Qi(zj) ∝ p(xi, zj; θ) (6)

那么考虑到
∑

zj
Qi(zj) = 1（因为这是⼀个概率分布），Qi(zj)就可以这样取值：

Qi(zj) =
p(xi, zj; θ)∑
zj
p(xi, zj; θ)

=
p(xi, zj; θ)

p(xi; θ)

= p(zj|xi; θ) (7)

这样选择的Qi使得l(θ)的下界最⼤(Q = arg max
Q

J(Q, θ)),此时l(θ) = J(Q, θ)。确

定Qi就是EM算法的E步-求期望。在M步中，我们就要关于θ最⼤化下界

θ = arg max
θ

J(Q, θ) (8)

EM算法是⼀个迭代过程，如上可以不断通过θ求得新的θ′，直到收敛。
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EM算法描述如下：
迭代⾄收敛{
(E)对每⼀个i，

Qi(zj) := p(zj|xi; θ)

(M)更新θ,

θ := arg max
θ

m∑
i=1

∑
zj

Qi(zj) log
p(xi, zj; θ)

Qi(zj)

}

EM algorithm 证明

这⾥证明⼀部分算法为什么会收敛。假设θt和θt+1是⼀次迭代前后θ的值，下
⾯证明l(θt) ⩽ l(θt+1)。

算法从θt出发，我们会使得Qt
i(zj) := p(zj|xi; θ

t)，那么，

l(θt) = J(Qt, θt)

=
m∑
i=1

∑
zj

Qt
i(zj) log

p(xi, zj; θ
t)

Qt
i(zj)

(9)

θt+1是最⼤化(9)的右边得到的， 所以,（*《统计学习基础》P160在图上做了四个点
的位置⼤⼩关系的⽰意图）

l(θt+1) ⩾
m∑
i=1

∑
zj

Qt
i(zj) log

p(xi, zj; θ
t+1)

Qt
i(zj)

(10)

⩾
m∑
i=1

∑
zj

Qt
i(zj) log

p(xi, zj; θ
t)

Qt
i(zj)

(11)

= l(θt) (12)

第⼀个不等号(10)是因为，

l(θ) ⩾
m∑
i=1

∑
zj

Qi(zj) log
p(xi, zj; θ)

Qi(zj)

不等号(11)是因为M步，

θt+1 := arg max
θ

m∑
i=1

∑
zj

Qt
i(zj) log

p(xi, zj; θ)

Qt
i(zj)
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等号(12)是因为E步。
以上证明了l(θ)是递增的。如果l(θ)有上界，就会收敛到某⼀值l(θ∗)，如果Q, l(θ)满

⾜⼀定条件也会收敛到稳定点，《统计学习基础中提到》。

Plan for next week

这周在EM算法上花费了许多时间，下周会把重点调整到轨迹数据可视化论⽂的阅
读上。
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